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基于物理-学习混合动力学建模的智能车辆
横向控制研究
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摘要：针对智能车辆横向控制中传统动力学模型在复杂工况下精度不足的问题，提出了一种物理-

学习混合动力学建模方法，并结合学习型模型预测控制方法以提高横向控制的精度与鲁棒性。首先以

单轨模型为基础物理模型，引入门控循环单元（GRU）补偿未建模动态，构建混合物理学习模型，兼具物

理可解释性与数据驱动自适应性；然后将混合模型作为预测模型嵌入模型预测控制（MPC）框架，设计

考虑轨迹跟踪误差与控制量约束的优化目标函数，实时求解最优前轮转向角指令。CarSim/Simulink 联

合仿真结果表明，在双移线与蛇形工况下，相较于对比方法，所提方法有效降低了横向跟踪误差均方根，同
时减小了前轮转角幅值，有效抑制了单轨模型中的部分未建模动态的影响。所提方法实现了车辆在复杂

工况下控制量的精确输出，同步提升了智能车辆的横向控制精度和稳定性，具有良好的横向控制效果。
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Abstract： To address the insufficient accuracy of traditional dynamic models for intelligent vehicle lat⁃

eral control under complex operating conditions， this paper proposes a physics-based learning hybrid dy⁃
namic modeling method combined with learning-based MPC to enhance lateral control precision and robust⁃
ness.  A single-track model is first adopted as the foundational physical model and augmented with a gated 
recurrent unit （GRU） network to compensate for unmodeled dynamics， thereby constructing a hybrid 
model that integrates physical interpretability with data-driven adaptability.  The hybrid model is then em ⁃
bedded as the predictive model within an MPC framework， in which an optimization objective function in⁃
corporating trajectory tracking errors and control input constraints is designed to compute optimal front 
-wheel steering angle commands in real time.  CarSim/Simulink co-simulation results under double-lane- 
change and serpentine maneuvers demonstrate that the proposed method reduces both the root-mean-
square lateral tracking error and the front-wheel steering angle amplitude compared with benchmark meth⁃
ods， while effectively suppressing unmodeled dynamics inherent in the single-track model.  The proposed 
approach achieves precise control output under complex conditions， improving both lateral control accuracy 
and stability， and thus demonstrates superior lateral control performance for intelligent vehicles.

Key words： intelligent vehicle； hybrid model； model predictive control （MPC）； lateral control

0 引言

在自动驾驶系统中，车辆动力学模型的精度

直接影响控制器的性能表现。由于车辆系统具有

强非线性特性，传统线性模型难以准确描述复杂

工况下的车辆动态行为，故构建高精度非线性动

力学模型已成为智能车辆控制领域的关键挑

战［1］。高保真动力学模型不仅为算法测试与仿真

验证提供了基础支撑，更是轨迹规划、状态估计及

实时控制等任务的关键前提［2］。当前主流的建模
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方法可分为基于物理原理的机理建模与基于数据

驱动的黑箱建模两类［3］。
基于物理规律的机理建模通过解析车辆动力

学内在机制来构建数学模型。这类方法以牛顿力

学为基础，通过建立车体运动与轮胎侧向力的耦

合关系，形成了车辆横向动力学的线性和非线性

理论框架［4］。其中，单轨模型（single track model， 
STM）将车辆简化为前后单轮系统，忽略侧倾运

动和悬架动力学，仅保留横向位移与横摆角两个

自由度［5］。虽然该模型计算效率高，但过度简化

的假设使其难以准确描述载荷转移和非对称工况

下的车辆行为，导致复杂场景中的控制效果受

限。为提高建模精度，研究者们陆续建立了更高

维度的动力学模型。KOUMURA 等［6］通过增加

侧倾自由度构建 3 自由度模型，有效分析了恶劣

路况下的车辆动态响应。KAZEMI 等［7］进一步提

出 7 自由度模型，结合 Pacejka 轮胎公式研究极限

工况下的操纵稳定性。陈慧岩等［8］建立了 12 自

由度全车模型，深入分析了车身-悬架系统的多体

耦合特性。这类高维模型虽提高了理论精度，却
面临实际应用难题。物理模型在工程应用中主要

受限于两方面：一是实时控制需求迫使模型简化，
导致复杂动态行为表征能力下降［9］；二是轮胎刚

度等关键参数存在时变特性和辨识误差，使得模

型在实际使用中产生累积偏差［10］。
与基于物理机理的建模不同，数据驱动方法

将车辆系统视为“黑箱”，通过神经网络直接学习

输入与输出间的映射关系［11］。这类方法无需依赖

物理定律，仅需利用大量训练数据，通过反向传播

与梯度优化调整网络参数，使预测值逼近真实动

力学响应［12］。神经网络凭借出色的非线性拟合能

力，在车辆动力学建模中的应用日益广泛，尤其在

车辆横向控制、状态估计等任务中展现出良好效

果［13］。 JI 等［14］融合径向基神经网络与自适应机

制，在线辨识轮胎刚度变化，有效抑制了非线性干

扰。WU 等［15］提出一种不确定性感知模型的强化

学习方法，通过集成模型评估环境预测误差，并设

计自适应截断机制来动态调整虚拟交互步长，以
平衡模型精度与训练效率。Da LIO 等［16］依据驱

动力物理成分（风阻/扭矩/制动力）构建网络模

块，验证了物理启发的结构设计可提高模型精度。
数据驱动模型在车辆动力学建模中表现出良

好性能，但仍存在一定局限。由于忽略物理机制，
这类模型难以有效利用先验知识且缺乏可解释

性。此外，模型精度高度依赖训练数据质量，而实

际采集的数据难以覆盖所有复杂工况，导致未知

场景下的预测误差增大［17］。
近年来，混合建模方法被提出并逐渐用于车

辆动力学系统的建模。GRÄBER 等［18］将侧滑角

导数的近似测量模型输入循环神经网络中，用于

估计车辆侧滑角。YANG 等［19］提出了一种使用

权重融合机器学习和运动学模型的控制模型用于

车辆跟驰。ZHOU 等［20］提出一种基于车辆横向

动力学的混合建模方法，该方法将建模误差和侧

偏刚度统一为复合参数，并设计神经网络实时识

别这些时变参数。在混合建模方法中，物理规律

能够有效揭示车辆系统的内在机理，而数据驱动

方法可精准捕捉难以解析的复杂非线性特征，因
此，融合物理规律与数据知识的混合建模方法是

实现高精度车辆横向动力学建模的有效途径。
本文的目标是提出一种结合物理和数据驱动

方法的混合建模方法，并基于此混合模型来设计

学习型模型预测控制器（learning model predictive 
control ， LMPC）。旨在利用混合建模方法提高

车辆动力学建模精度，同时通过 LMPC 优化控制

策略提高智能车辆在复杂工况下的控制能力。本

文提出一种物理-学习混合建模方法，将单轨模型

与 GRU 深度融合，通过 GRU 网络学习车辆动力

学残差特性以校准物理模型，在保留物理可解释

性的同时，利用时序特征提取能力补偿未建模动

态，提高了模型对非线性轮胎力及复杂路面的适

应性；将混合模型用作 MPC 轨迹跟踪控制策略的

预测模型，提出 LMPC 控制策略架构，增强控制

器对复杂工况的适应能力，结合滚动时域优化机

制实现控制指令的高效求解，在保障轨迹跟踪精

度的同时精确输出转向角指令，为智能车辆横向

控制提供了兼具精度与稳定性的解决方案。

1 物理-学习混合动力学建模

本文提出的车辆系统混合物理-学习建模架

构如图 1 所示，主要由物理部分和数据驱动部分

组成。物理模型常需简化处理，但这种简化忽略

了轮胎力的非线性成分，导致物理模型与实际动

力学存在残差。神经网络的预测性能往往依赖大

数据集，当数据不全面时，其学习能力往往会受到

限制。由于缺乏先验知识，神经网络仅能从数据

中学习车辆动力学特性，导致数据匮乏问题。为

解决这一问题，将第一性原理与神经网络结合，利
用神经网络表征残差动力学模型而非完整动力学

模型。
混合建模通过将物理模型与神经网络结合，

利用神经网络表征残差动力学模型而非完整动力

·· 1901



中国机械工程  第  37 卷  第  8 期  2026 年  8 月

学模型。该融合策略能够有效修正模型预测偏差，
从而提高智能车辆横向控制的精度与稳定性。

1.1　物理模型

在智能车辆控制领域，动力学模型的复杂度

需在精度与实时性之间取得平衡。基于实时控制

系统的计算资源约束，本研究以单轨模型作为基

础模型。如图 2 所示，该模型通过一系列假设，保
留了沿 y轴的横向运动与绕 z轴的横摆运动，以此

简化系统动态。在此简化条件下，推导得到以下

微分方程：

}m ( v̇y + vxω )= Fyf + Fyr

IZ ω̇= aFyf - bFyr
（1）

式中：m为车辆整车质量；vx、vy分别为车辆坐标系下质心

处沿 x、y方向的车速；ω为车辆的横摆角速度；Fyf、Fyr 分

别为车辆前轮、后轮受到的侧向力；δ为前轮转向角；Iz为

车辆绕 z轴的转动惯量；a、b分别为车辆质心处到前、后轴

的距离。

为了拓展车辆模型的适用范围，采用线性轮

胎模型，侧向轮胎力表示为

}Fyf = C fα f

Fyr = C rα r
（2）

式中：C f、C r 分别为前、后轮胎侧偏刚度；α f、α r 分别为前、

后轴轮胎侧偏角。

轮胎侧偏角表示为

ü

ý

þ

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

α f = δ-
vy + aω
vx

α r = -
vy - bω
vx

（3）

1.2　物理-学习混合模型

在车辆横向控制研究中，动力学状态数据具

有显著的时序特性。传统全连接神经网络（fully 
connected neural networks， FCN）由于隐藏层节

点间缺乏跨时步信息交互机制，难以形成动态记

忆存储功能，导致时序数据中蕴含的关联特征无

法在神经网络内部有效传递［21］。
本研究采用改进型循环神经网络（recurrent 

neural network，RNN）架 构——门 控 循 环 单 元

（gated recurrent unit，GRU），该架构通过采用门

控时序特征提取技术，在更新门与重置门的协同

作用下，能够精确捕获动力学状态参数间的长时

序关联特性。其更新门通过控制历史状态与当前

输入的融合比例，实现对轮胎非线性等复杂动态

特征的渐进式学习；重置门则通过过滤无关历史

信息，缓解噪声与干扰对模型的影响［22］。此外，
GRU 的链式结构避免了梯度消失问题，且参数规

模较 RNN 的另一种变体长短期记忆网络（long 
short-term memory，LSTM）更少，在保证时序建

模精度的同时提高了计算效率［23］。
综上所述，针对车辆轨迹跟踪控制中实时性

要求高、系统动态时变性强等特点，GRU 凭借其

优异的时序特征提取能力、高效的门控机制、较低

的计算复杂度以及良好的梯度特性，可高效补偿

物理模型中因线性化与参数不确定性导致的预测

偏差，从而增强混合模型的泛化能力与鲁棒性。
因此，GRU 成为补偿车辆横向动力学残差模型的

理想选择。
基于以上分析，将单轨模型作为混合模型的

物理部分，GRU 作为混合模型的数据驱动部分，
如图 3 所示，设计混合模型（hybrid model，HM）。
本研究采用串行架构的混合建模方法，将物理模

型作为前端处理模块，数据驱动的神经网络模型

作为后置补偿模块。这种方法能够结合物理模型

的输出 yPM 和真实输入，从而弥补物理模型的不
图 2　单轨模型

Fig.2　Single-track vehicle model

图 3　基于 GRU的数据驱动模型

Fig.3　GRU-based data-driven model

图 1　混合物理-数据驱动建模架构

Fig.1　Architecture of hybrid physics-data-

driven modeling
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足。同时，物理模型为数据驱动模型提供了初始

数据，减少了数据驱动模型训练用时，提高了数据

驱动模型的效率。
通过学习车辆记录的数据，神经网络可实现

高质量建模。为从数据中学习离散的车辆横向动

力学模型，输入序列为一组时间序列：
ü

ý

þ
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ï
ïï
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ï
ï

V y =[ vy ( k- l+ 1 )，vy ( k- L+ 2 )，…，vy ( k ) ]
Ω=[ ω ( k- l+ 1 )，ω ( k- L+ 2 )，…，ω ( k ) ]
Δ=[ δ ( k- l+ 1 )，δ ( k- L+ 2 )，…，δ ( k ) ]
V x =[ vx ( k- l+ 1 )，vx ( k- L+ 2 )，…，vx ( k ) ]

    （4）

式中：V y、Ω、Δ、V x分别为横向速度、横摆角速度、前轮转

向角、纵向速度从时刻 k- l+ 1 到  k的状态时间序列。

在特征预处理阶段，首先将输入特征向量输

入物理模型中，物理模型的输出 yPM 可表示为

yPM = g [ x ( t )，u ( t ) ]= g [ ω，vy，vx，δ ] （5）

经过物理模型处理的车辆动力学时序数据，
沿串联架构传输至数据驱动模块，作为数据驱动

模型的初始化输入，为神经网络提供具备物理可

解释性的时序基准。在 GRU 的前向计算中，重置

门 r t和更新门 zt通过前馈层结合输入 yt和前一时

刻隐藏状态 ht- 1 计算，并利用 Sigmoid 函数将输

出约束在 0 到 1 之间，以控制信息流的开关。候选

隐藏状态 h͂ t通过前馈层计算，输入为 yt、ht- 1 和 r t。

最终，更新门 zt决定当前隐藏状态 ht由前一时刻

隐藏状态 ht- 1 和候选隐藏状态 h͂ t 的线性组合构

成［24］。GRU 的计算可总结为下式：
ü

ý

þ
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zt = σ (U z ht- 1 +W z y t + bz )
r t = σ (U r ht- 1 +W r y t + br )
h͂ t = tanh [U h͂ ( r t⊙ht- 1 )+W h͂ y

t + bh͂ ]
ht = ( 1 - zt ) ⊙ht- 1 + zt⊙ h͂ t

（6）

其中，U i、W i（i= z，r，h͂）为权重矩阵；bi为偏置项；
⊙ 表示逐元素乘法；σ为 Sigmoid 函数，tanh 为双

曲正切函数，公式如下：

σ ( x)= 1
1 + e-x

  tanh ( )x = ex - e-x

ex + e-x
（7）

在时刻 k，GRU 的最终隐藏状态 hk作为 FCN
的输入，最终输出控制量预测结果。该过程可以

表示为

y= σ (W FC
2 ( σ (W FC

1 hk + bFC
1 ) )+ bFC

2 ) （8）
式中：W FC

i 、bFC
i 分别为第 i层 FCN 的权重和偏置。

1.3　混合模型的训练与测试

实验数据集通过高精度车辆动力学仿真平台

CarSim 生成。为获取能真实反映车辆动力学特

性的多样化数据，本研究基于 CarSim 构建了多模

态驾驶场景库，依据典型道路结构特征，设计了表

1 所示的四种典型的车辆驾驶场景，包含城市道

路、高速公路直线段、公路以及包含高曲率连续弯

道的赛道。场景设计完成后，进一步通过设定

0.85、0.5 和 0.3 三挡路面附着系数，分别模拟车辆

在干燥、湿滑及冰雪路面条件下的行驶工况。
CarSim 同 Simulink 联合后，设置数据输出频率为

50 Hz，并将车辆行驶过程中的数据保存到 MAT⁃
LAB 工作区间。仿真数据采集系统结构如图 4 所

示，所采集的样本数据集包含有效时长为 1 h 的车

辆运动轨迹数据，并完整记录车辆的动力学响应

特性。

在神经网络训练过程中，损失函数用于衡量

模型预测值与状态真值的差异。在反向传播过程

中，调整神经网络内部参数，从而最小化预测误

差。损失函数的数学表达式为

J= 1
N ∑

i= 1

N

 ( )é
ë
êêêê ù

û
úúúúω

vy k

- é
ë
êêêê

ù
û
úúúúω̂

v̂y k

2

（9）

式中：N为训练次数；v̂y、ω̂分别为模型的横向速度与横摆

角速度的预测值；vy、ω分别为横向速度与横摆角速度测

量的状态真值。

在模型训练阶段，首先利用多路面附着系数

的仿真数据集进行神经网络预训练，建立基础动

力学特征映射关系；随后引入连续变化附着条件

的混合工况数据，更新调整神经网络权值参数。
为验证模型的实际性能，构建混合附着系数

路况下的车辆测试环境，同步记录车辆动力学状

态响应。在对比测试中，将单轨模型与混合模型

置于相同的初始状态和控制输入条件下，获得横

摆角速度 ω和横向速度 vy的预测序列。通过预测

值与实测值的残差分析，量化评估模型对未建模

动态的补偿效果。

表 1　智能车辆驾驶场景设计

Tab.1　Intelligent vehicle driving scenario design

场景类型

城市道路

高速公路

公路

赛道

道路特征

密集路口，
启停工况

长直道

连续缓弯

S 形急弯

车速范围/（km·h-1）

30～50

90～120
50～70
70～90

附着系数 μ

0.85/0.5/0.3

0.85/0.5
0.85/0.5/0.3

0.85

图 4　仿真数据采集系统

Fig.4　Simulation data collection system
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表 2 比较了混合模型与单轨模型的预测结果

的平均绝对误差与均方根误差。相较于单轨模

型，混合模型预测的横向车速的平均绝对误差下

降了 47.70%，均方根误差下降了 46.18%；在横摆

角速度预测方面，相较于单轨模型，混合模型预测

的横摆角速度的平均绝对误差下降了 37.92%，均
方根误差下降了 33.51%。

测试结果表明，所提混合建模方法通过结合

物理模型与数据驱动建模的优势，在保证实时计

算效率的同时有效提高了动力学建模精度。相较

于单轨模型，该方法通过补偿未建模动态特性，增
强了不同道路条件下的模型适应性。作为预测模

型应用于轨迹跟踪控制时，它兼具物理可解释性

和非线性处理能力的特点，可准确预测车辆动态

响应。准确的车辆动力学模型可作为后续控制算

法的基础，在提高轨迹跟踪精度的同时保障了车

辆行驶稳定性，为智能驾驶控制提供了更可靠的

动力学建模基础。

2 学习型模型预测控制器设计

本节将混合模型与 MPC 框架融合，将混合模

型用作 MPC 轨迹跟踪控制策略的预测模型，提出

LMPC 控制策略架构，通过提高预测模型精度来

实现控制精度的提高［25］。
2. 1　LMPC控制架构

本节提出的 LMPC 控制策略架构融合了混

合模型与模型预测控制框架。该架构输入集包含

车辆状态观测向量（vx ， vy ，ω）、历史误差时序序列

及参考路径 Y ref
［26］。控制器设计以轨迹跟踪误差

最小化为目标函数，建立具有时域约束的二次规

划数学模型，通过滚动时域优化算法求解最优前

轮转向角指令 δ ( k )。
2.2　预测模型的构建

将混合模型集成至模型预测控制框架，构建

具有连续时间预测能力的控制器［27］。为实现数

值计算可行性，采用前向欧拉离散化方法对连续

动力学系统进行时间离散化处理，并保证优化问

题 中 的 控 制 量 u ( k ) 在 采 样 周 期 内 维 持 相 对

稳定。
首先将式（2）和式（3）代入式（1）可得

ü

ý

þ

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

v̇y = - C f + C r

mvx
vy +( C rb- C fa

mvx
- vx )ω+ C f

m
δ

ω̇= C rb- C fa
Iz vx

vy - C fa2 + C rb2

Iz vx
ω+ C fa

Iz
δ    

（10）
将式（10）改写为状态空间的形式：

ẋ= Ax+ Bu （11）

A=

é

ë

ê

ê

ê

ê
êêê
ê

ê

ê ù
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ú

ú
úú
ú

ú

ú

ú
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mvx
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mvx

- vx
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ê

ê

ê ù
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ú

ú
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ú

ú

úC f

m
C fa
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（12）
对式（12）进行欧拉离散化处理，得到离散化

的车辆横向动力学模型：
x ( k+ 1 )= ( I+ T sA ) x ( k )+ T sBu ( k ) （13）

式中：T s 为采样间隔；I为单位矩阵。

最终，以线性离散单轨模型作为标称系统，并
在此基础上引入表征残差模型的 d k（物理模型与

实际车辆动力学模型之间的残差向量）构建预测

模型。系统状态可表示为

x (k+ 1)= A d x (k)+ B du (k)+ d k （14）

其中，x ( k )为车辆状态向量；u ( k )为输入向量；A d

和 Bd为状态矩阵和控制矩阵：

A d =

é

ë

ê

ê

ê

ê
êêê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

ú

ú

ú1 - T s
C f + C r

mvx
T s ( C fb- C fa

mvx
- vx )

T s
C fb- C fa
Iz vx

1 - T s
C fa2 + C rb2

Iz vx

    （15）
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（16）

预测模型的整体框架定义为

x k+ 1 = fHM ( x k，u k )= fSTM ( x k，u k )+ fGRU (ω，vy，vx，δ )
（17）

式中：fSTM 为单轨模型；fGRU 为代表残差模型的神经网络。

2.3　目标函数设计

为平衡轨迹跟踪精度与驾驶平顺性需求，构
建基于混合模型的模型预测控制目标优化函数。
跟踪精度表示车辆跟随参考轨迹的能力，要求车

辆跟随参考轨迹的横向误差尽可能小，从而提高

轨迹跟踪的精度；驾驶平顺性通过最小化前轮转向

角控制量的绝对值，从而在实现轨迹跟踪误差最小

化的同时降低转向幅度，提高乘坐舒适性。则有

J= ∑
i= 1

N p

 (‖ek+ i|k‖ 2
Q )+ ∑

i= 0

N c - 1

  (‖δk+ i|k‖ 2
R 1 + ‖Δδk+ i|k‖ 2

R 2 )

（18）
式中：N p、N c 分别为预测时域与控制时域；Q、R 1、R 2 分别

表 2　混合模型与单轨模型测试结果对比

Tab.2　Comparison of test results between hybrid 
model and single-track model

变量

vy

ω

模型

混合模型

单轨模型

混合模型

单轨模型

平均绝对误差

0.0352
0.0673
0.0239
0.0385

均方根误差

0.0437
0.0812
0.0383
0.0576

·· 1904



基于物理-学习混合动力学建模的智能车辆横向控制研究——时培成  孙雨辰  CHAKIR Chadia 等

为横向误差 e、控制量 δ和控制增量 ∆δ的权重矩阵。

通过滚动时域优化机制，控制器在每个采样

周期求解该二次规划问题，生成最优转向指令序

列 { δ ( k )，δ ( k+ 1 )，…，δ ( k+ N c - 1 ) }，并 将 首

元素 δ ( k )作用于被控系统。系统状态更新后进

入下一周期优化闭环，形成具有反馈校正能力的

轨迹跟踪控制架构。
2.4　约束条件的建立

考虑车辆执行机构的物理极限与动力学稳定

性需求，建立三重约束机制以保障优化问题的可

行性与控制指令的物理可实现性。约束体系包含

以下三个维度。
1）控制输入幅值约束。前轮转向指令幅值需

满足执行机构机械限位：
δmin ( t+ j ) ≤ δ ( t+ j ) ≤ δmax ( t+ j ) （19）

j= 0，1，⋯，N c - 1
其中，δmin = -32°，δmax = 32° 表征转向系统最大

工作范围。
2）控制增量平滑约束。为抑制转向角速率

突变，设定相邻控制周期指令增量边界，确保转向

过程平顺性，具体表达式为

Δδmin ( t+ j ) ≤ Δδ ( t+ j ) ≤ Δδmax ( t+ j ) （20）
j= 0，1，⋯，N c - 1

∆δmin = -2.25°  ∆δmax = 2.25°
3）运动稳定性约束。根据路面附着条件设定

稳定性阈值，对质心侧偏角 β施加约束以保障横

摆稳定性：
xβ，min ( t+ j ) ≤ xβ ( t+ j ) ≤ xβ，max ( t+ j ) （21）

j= 0，1，⋯，N  p - 1
βmin = -6°  βmax = 6°

3 仿真分析

为验证本文控制策略的有效性，在仿真试验

中引入 LSTM-MPC 方法与一般线性 MPC 控制

器进行对比试验验证，本文方法记为 HGRU-
MPC，采样周期 T s 设为 0.02 s，预测时域 N p 设为

20，控制时域N c 设为 5。
针对复杂道路环境下的车辆轨迹跟踪控制需

求，构建双测试场景验证系统鲁棒性。试验设定

路面附着系数 0.8，初始车速 70 km/h，分别进行

标准双移线与蛇形轨迹跟踪测试。整车动力学仿

真参数配置详见表 3。
3.1　双移线工况试验

双移线轨迹跟踪效果如图 5 所示，3 种控制方

法均可有效跟踪参考轨迹，完成车辆在双移线工

况下的轨迹跟踪任务，但 HGRU-MPC 方法在出

弯与入弯处更加贴合参考轨迹。3 种方法的横向

误差如图 6 所示，HGRU-MPC 方法在双移线工

况下的最大横向误差为 0.29 m，较 LSTM-MPC
方法，MPC 方法的最大横向误差为 0.44、0.60 m，

分别降低了 34.09%、51.67%；HGRU-MPC 方法

的横向误差均方根为 0.11 m，较 LSTM-MPC 方

法，MPC 方法的横向误差均方根为 0.15、0.23 m，

分别降低了 26.67%、52.17%。试验结果表明，

HGRU-MPC 方法的整体跟踪精度和最大横向误

差均低于对比方法的相应值。原因在于：混合模

型通过对系统未建模动态的有效补偿，弥补了建

模不确定性对状态预测精度的影响，从而提高了

预测模型的精度，进而提高轨迹跟踪精度。此外，

LSTM-MPC 方法虽通过数据学习降低了建模误

差，但因缺乏物理先验，导致其对轮胎非线性力的

泛化能力不足，其精度低于 HGRU-MPC 方法的

精度。

图 5　双移线工况下轨迹跟踪效果对比

Fig.5　Trajectory tracking performance comparison 
under double lane change scenario

图 6　双移线工况下横向误差

Fig.6　Lateral tracking error under double lane 
change scenario

表 3　仿真车辆参数

Tab.3　Vehicle parameters for simulation

整车质量m/kg
轴距 l/m

质心到前轴距离 a/m
质心到后轴距离 b/m
转动惯量 Iz/（kg ∙ m2）

前轴侧偏刚度 C f/（N ∙ rad-1）

后轴侧偏刚度 C r/（N ∙ rad-1）

1270
2.91

1.015
1.895
1536

61 120
51 160
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图 7 所示为 3 种控制方法求解出的前轮转角

控制量，HGRU-MPC 方法输出的前轮转角最大

值较 LSTM-MPC 方法，MPC 方法分别减小了

9.09%、34.56%。这表明混合模型通过补偿物理

模型的非线性预测偏差提高了模型精度，从而实

现精确输出前轮转角控制量，使控制器提前抑制

过度转向趋势，能够生成更平滑的控制指令，实现

平滑转向，从而减少执行器损耗。

图 8 所示为双移线工况下车辆动力学状态响

应的对比结果。如图 8a 所示，3 种控制方法的横

摆 角 速 度 均 能 随 路 径 曲 率 变 化 动 态 调 整 ，但

HGRU-MPC 方法在动力学状态量峰值抑制方面

表现更优：相较于 LSTM-MPC 与 MPC 方法，其
横摆角速度幅值分别降低了 6.52%、10.47%，有
效降低了车辆失稳风险。在质心侧偏角响应特性

方面，如图 8b 所示，HGRU-MPC 方法在 4～6 s时
间范围内表现出更优的轨迹收敛特性。其质心侧

偏角波动幅值较 LSTM-MPC、MPC 方法显著下

降。HGRU-MPC 方法在一定程度上避免了控制

量的超调，同步提高了车辆的轨迹跟踪稳定性。
3.2　蛇形工况试验

由图 9 可以看出，在车辆全程行驶过程中，
HGRU-MPC 方法的轨迹跟踪精度高于其余两种

策略的相应值。如图 10 所示，HGRU-MPC 方法

在连续变向中表现出更高的控制精度，其横向误

差均方根为 0.08 m，相较于 LSTM-MPC、MPC 方

法分别降低了 25.14%、52.33%。在高频转向工况

下，混合模型通过 GRU 动态补偿单轨模型的侧向

力估计偏差，在跟踪精度方面具有较好的预测效

果，在急转向阶段抑制了单轨模型因未建模动力

学导致的跟踪误差。

如图 11 所示，HGRU-MPC 方法的前轮转角

最大值相较于 LSTM-MPC、MPC 方法分别降低

14.29%、31.98%。其原因在于，在相同的控制逻

辑体系下，混合模型具备更高的模型保真度，使其

在优化计算过程中能够更充分地考虑车辆的非线

性特性及高阶动态效应。因此，该方法能够有效

提高轨迹跟踪控制性能，从而提高车辆在蛇形工

况下急转弯时的控制精度与稳定性。由图 12 可

知，相比 MPC 方法在部分时间内已接近失稳阈

值，HGRU-MPC 方法具有更好的紧急转向控制

图 7　双移线工况前轮转角控制量

Fig.7　Front wheel steering angle control input under 
double lane change scenario

图 8　双移线工况下车辆动力学状态响应

Fig.8　Vehicle dynamic state responses under double 
lane change scenario

图 9　蛇形工况下轨迹跟踪效果对比

Fig.9　Trajectory tracking performance comparison 
under slalom scenario

图 10　蛇形工况下横向误差

Fig.10　Lateral tracking error under slalom scenario
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性能，实际横摆角速度和质心侧偏角能更迅速且

平滑地趋向参考轨迹，同时其误差变化率较低。

4 结语

本文采用数据驱动的方法将物理模型扩展为

精确的动态模型，提出了面向智能车辆横向控制

的混合动力学建模方法。为了实现混合动力学建

模，分别应用单轨模型和 GRU 来建立它的物理部

分和数据驱动部分，GRU 有效补偿了轮胎非线性

力与复杂路面激励下的未建模动态，测试结果表

明，混合模型横向速度与横摆角速度预测结果的

均 方 根 误 差 较 单 轨 模 型 分 别 降 低 46.18% 与

33.51%。此外，将混合模型作为预测模型，在此

基础上设计了 LMPC 控制器，设计了考虑跟踪精

度与乘坐舒适性的轨迹跟踪控制目标函数，结合

滚动时域优化与多约束机制，增强控制器在高速

变道等复杂工况的适应能力。CarSim/Simulink
联合仿真试验结果表明，本文方法在双移线与蛇

形工况中，横向跟踪误差均方根较 MPC 方法分别

降低 52.17% 与 52.33%，较 LSTM-MPC 方法分

别降低 26.67% 与 25.14%，验证了混合建模方法

在智能车辆横向控制领域的适用性，为智能驾驶

系统在复杂场景下的控制提供了新的解决方案。
需指出的是，本研究主要基于仿真环境进行验证，
所提混合模型的有效性在真实多变环境下的表现

仍需通过实车实验进一步检验。未来工作将聚焦

于真实车辆平台的实验验证，进一步验证本文方

法应用于实际环境中的有效性。
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